...напоминают классификацию,  которую  доктор  Франц   Кун  приписывает   одной  китайской энциклопедии под названием  "Небесная империя  благодетельных знаний". На ее древних  страницах  написано,  что  животные  делятся  на  а)  принадлежащих Императору, б) набальзамированных, в) прирученных, г) сосунков, д) сирен, е) сказочных,  ж)  отдельных  собак, з)  включенных  в  эту  классификацию,  и) бегающих как сумасшедшие, к)  бесчисленных, л) нарисованных тончайшей кистью из верблюжьей  шерсти, м) прочих, н) разбивших  цветочную вазу,  о)  похожих издали на  мух.
                                                                            Х.Л.Борхес
«Факторный, дискриминантный и кластерный анализ» (1989):

ИСПОЛЬЗОВАНИЕ МЕТОДОВ КЛАСТЕРИЗАЦИИ 

Как мы уже отмечали, методы кластеризации конструируются 

для создания однородных групп объектов или единиц, которые 

называются кластерами. Различные приложения кластерного ана- 

лиза можно свести к четырем основным задачам: 

1) разработка типологии или классификации; 

2) исследование полезных концептуальных схем группирования 

объектов; 

3) порождение гипотез на основе исследования данных; 

4) проверка гипотез или исследования для определения, дейст- 

вительно ли типы (группы), выделенные тем или иным способом, 

присутствуют в имеющихся данных.

ВЫБОР ПЕРЕМЕННЫХ 

Прежде чем приступить к описанию весьма распространенных 

коэффициентов, используемых при оценке сходства, необходимо 

сделать небольшое отступление и рассказать о выборе перемен- 

ных и преобразовании данных, предшествующих оцениванию. Вы- 

бор переменных в кластерном анализе является одним из наиболее 

важных шагов в исследовательском процессе, но, к сожалению, и 

одним из наименее разработанных. Основная проблема состоит 

в том, чтобы найти ту совокупность переменных, которая наилуч- 

шим образом отражает понятие сходства. В идеале переменные 

должны выбираться в соответствии с ясно сформулированной тео- 

рией, которая лежит в основе классификации. Теория является 

базисом для разумного выбора переменных, необходимых в иссле- 

довании. На практике, однако, теория, обосновывающая класси- 

фикационные исследования, часто не сформулирована, и поэтому 

бывает трудно оценить, насколько выбор переменных соответству- 

ет поставленной задаче. 

Важность наличия теории для руководства выбором перемен- 

ных нельзя недооценивать. Искушение скатиться к наивному эмпи- 

ризму в использовании кластерного анализа очень сильно, так как 

метод специально создан для получения «объективной» группиров- 

ки объектов. Под «наивным эмпиризмом» мы понимаем отбор и по- 

следующий анализ как можно большего количества переменных в 

надежде на то, что «структура» проявится, как только будет со- 

брано достаточное количество данных. Хотя эмпирические иссле- 

дования важны для любой науки, те из них, в основе которых ле- 

жит наивный эмпиризм, опасны при применении кластерного ана- 

лиза ввиду эвристической природы метода и большого числа не- 

решенных проблем, которые компрометируют приложения (Everitt, 

1979). 

В большинстве видов статистического анализа данные обычно 

подвергаются нормировке некоторым подходящим способом. При 

проверке, имеет ли переменная нормальное распределение, часто 

производится логарифмическое или какое-нибудь другое преобра- 

зование. В том случае, если данные измерены в разных масштабах, 

нормировка обычно проводится таким образом, чтобы среднее рав- 

нялось нулю, а дисперсия — единице. Имеются, однако, некоторые 

разногласия относительно того, должна ли нормировка быть стан- 

дартной процедурой в кластерном анализе. Как указывает Эверитт 

(1980), нормировка к единичной дисперсии и нулевому среднему 

уменьшает различия между группами по тем переменным, по кото- 

рым наилучшим образом обнаруживались групповые различия. 

Более целесообразно проводить нормировку переменных внутри 

групп (т. е. внутри кластеров), но, очевидно, этого нельзя сделать, 

пока объекты не разнесены по группам. 

Эдельброк (1979) отметил, что переменные многомерных дан- 

ных могут менять значения параметров распределения от группы 

к группе; таким образом, нормировка может не быть равносильным
преобразованием для этих переменных и даже может изменять 

соотношения между ними. Однако, исследовав методом Монте- 

Карло воздействие нормировки на последующий анализ с исполь- 

зованием коэффициента корреляции и различных иерархических 

кластерных методов, Эдельброк не обнаружил существенных раз- 

личий в результатах классификации по нормированным и ненор- 

мированным переменным. Миллиган (1980) также показал, что 

нормировка, по-видимому, оказывает незначительное воздействие 

на результаты кластерного анализа. Другие, особенно Мэттьюз 

(1979), продемонстрировали, что нормировка отрицательно ска- 

зывается на адекватности результатов кластерного анализа по 

сравнению с «оптимальной» классификацией объектов исследо- 

вания. 

Ситуация относительно нормировки не совсем ясна. Пользова- 

тели, имеющие данные с существенно различными измерениями, 

без сомнения, захотят стандартизировать их, особенно если приме- 

няется такая мера сходства, как евклидово расстояние. Решение о 

проведении нормировки должно приниматься с учетом специфики 

решаемой задачи, при этом пользователь должен понимать, что 

результаты могут различаться в зависимости от принятого реше- 

ния, хотя величина воздействия будет меняться от одного множест- 

ва данных к другому.

Полемика ведется и вокруг вопроса о необходимости взвеши-
вания переменных. Особенно много таких дискуссий в области 

биологии. Взвешивание — это манипулирование значением пере- 

менной, позволяющее ей играть большую или меньшую роль в из- 

мерении сходства между объектами (Willliams, 1971). Хотя идея 

взвешивания и проста, ее практическое применение затруднительно. 

Уильяме описывает пять видов взвешивания, из которых чаще все- 

го использует выбор весов априори. Снит и Сокэл A973) реши- 

тельно возражают против априорного взвешивания и считают, что 

наиболее подходящий способ измерения сходства состоит в присвое- 

нии всем переменным равных весов. Однако необходимо учитывать, 

что Снит и Сокэл рассматривают кластеризацию как чисто эмпи- 

рический подход к созданию классификаций. Во многих случаях 

имеет смысл взвешивать некоторые переменные априори, если для 

этого есть хорошее теоретическое обоснование и процедура, позво- 

ляющая осуществить взвешивание. Поскольку вопрос взвешивания 

еще не стал предметом обсуждения в общественных науках, иссле- 

дователи, пользующиеся кластерными методами, должны знать о 

существовании разногласий.

МЕРЫ СХОДСТВА 

Теперь, когда задача выбора переменных и преобразования дан- 

ных обсуждены, можно познакомиться с наиболее известными ко- 

эффициентами сходства. Как уже отмечалось, существует четыре 

их вида: коэффициенты корреляции; меры расстояния; коэффици- 

енты ассоциативности и вероятностные коэффициенты сходства. 

Каждый из этих видов имеет свои достоинства и недостатки, кото- 

рые следует рассматривать прежде, чем будет принято решение 

использовать один из них. Хотя все четыре вида мер сходства ши- 

роко применялись специалистами в численной таксономии и в био- 

логии, лишь коэффициенты корреляции и расстояния получили ши- 

рокое распространение в области социальных наук. Поэтому мы 

уделим больше внимания этим двум типам мер.
Несмотря на важность евклидовой и других метрик, они имеют 

серьезные недостатки, из которых наиболее важный состоит в том, 

что оценка сходства сильно зависит от различий в сдвигах дан- 

ных. Переменные, у которых одновременно велики абсолютные зна- 

чения и стандартные отклонения, могут подавить влияние перемен- 

ных с меньшими абсолютными размерами и стандартными откло- 

нениями. Более того, метрические расстояния изменяются под воз- 

действием преобразований шкалы измерения переменных, при ко- 

торых не сохраняется ранжирование по евклидову расстоянию. 

Чтобы уменьшить влияние относительных величин переменных, 

обычно перед вычислением расстояния нормируют переменные к 

единичной дисперсии и нулевому среднему. Как уже отмечалось, 

такое преобразование данных может вызвать затруднения.
Вероятностные коэффициенты сходства 

Радикальное отличие коэффициентов этого типа от описанных 

выше заключается в том, что, по сути дела, сходство между двумя 

объектами не вычисляется. Вместо этого мера такого типа прила- 

гается непосредственно к исходным данным до их обработки. При 

образовании кластеров вычисляется информационный выигрыш 

(по определению Шеннона) от объединения двух объектов, а затем 

те объединения, которые дают минимальный выигрыш, рассматри- 

ваются как один объект. Другой особенностью вероятностных мер 

является то, что они пригодны лишь для бинарных данных. До сих 

пор не было разработано ни одной схемы использования меры это- 

го вида для качественных и количественных переменных. Вероят- 

ностные коэффициенты сходства еще не нашли своего применения 

в социальных науках, но уже в течение десятилетия ими широко 

пользуются специалисты по численной таксономии и экологии. Бо- 

лее подробно об этом см. (Sneath and Sokal, 1973; Clifford and 

Stephenson, 1975).

О ПРИРОДЕ КЛАСТЕРОВ 

Главная цель кластерного анализа — нахождение групп схо- 

жих объектов в выборке данных. Эти группы удобно называть 

кластерами. Не существует общепринятого или просто полезного 

определения термина «кластер», и многие исследователи считают 

что уже слишком поздно либо вовсе незачем пытаться найти та- 

кое определение (Bonner, 1964). Несмотря на отсутствие опреде- 

ления, ясно, что кластеры обладают некоторыми свойствами, наибо- 

лее важными из которых являются плотность, дисперсия, размеры, 

форма и отделимость. Хотя Снит и Сокэл рассматривают эти 

свойства для случая метрического пространства, очевидно (как они 

признают), что эти свойства можно логически распространить и на 

неметрические пространства. 

Плотность —это свойство, которое позволяет определить клас- 

тер, как скопление точек в пространстве данных, относительно 

плотное по сравнению с другими областями пространства, содер- 

жащими либо мало точек, либо не содержащих их вовсе. Хотя 

четко определенной меры плотности нет, это понятие очевидно. 

Дисперсия характеризует степень рассеяния точек в пространстве 

относительно центра кластера. Несмотря на то, что между этим 

свойством и тем, которое используется в теории статистических 

выводов, есть аналогия, кластеры не всегда представляют много- 

мерные нормальные популяции. Поэтому лучше всего рассматри- 

вать дисперсию как характеристику того, насколько близко друг 

к другу расположены в пространстве точки кластера. Следова- 

тельно, кластер можно назвать «плотным», если все точки нахо- 

дятся вблизи его центра тяжести, и «неплотным», если они раз- 

бросаны вокруг центра. Свойство кластеров — размеры — тесно 

связано с дисперсией; если кластер можно идентифицировать, то 

можно и измерить его «радиус». Это свойство полезно лишь в том 

случае, если рассматриваемые кластеры являются гиперсферами 

(т. е. имеют круглую форму) в многомерном пространстве, описы- 

ваемом признаками.

Форма — это расположение точек в пространстве. Несмотря на 

то, Что обычно кластеры изображают в форме гиперсфер или эл- 

липсоидов, возможны кластеры и другой формы, например удли- 

ненные кластеры. В последнем случае понятие радиуса или диа- 

метра перестает быть полезным. Вместо этого можно вычислить 

«связность» точек в кластере — относительную меру расстояния 

между ними. Если же кластеры имеют другие, более причудливые 

формы (см. Everitt, 1980), то понятие связности становится менее 

полезным, а ценность относительных оценок диаметра и плотности, 

следовательно, уменьшается. Отделимость характеризует степень 

перекрытия кластеров и насколько далеко друг от друга они рас- 

положены в пространстве. Так, кластеры могут быть относительно 

близки друг к другу и не иметь четких границ, или же они могут 

быть разделены широкими участками пустого пространства. 

С Помощью этих терминов можно описать кластеры любого 

вида. Согласно Эверитту (1980) кластеры — это «непрерывные 

области некоторого пространства с относительно высокой плот- 

ностью точек, отделенные от других таких же областей областями 

с относительно низкой плотностью точек». Важность этого опреде- 

ления заключается в том, что оно не сводит понятие кластера 

к какой-то частной форме до начала анализа данных.

Разработанные кластерные методы образуют семь основных 

семейств: 

1) иерархические агломеративные методы; 

2) иерархические дивизимные методы; 

3) итеративные методы группировки; 

4) методы поиска модальных значений плотности; 

5) факторные методы; 

6) методы сгущений; 

7) методы, использующие теорию графов.
Эти семейства соответствуют различным подходам к созданию 

групп, и применение различных методов к одним и тем же данным 

может привести к сильно различающимся результатам. В конкрет- 

ных отраслях науки могут оказаться особенно полезными опреде- 

ленные семейства методов. Так, иерархические агломеративные 

методы чаще всего используются в биологии, тогда как фактор- 

ные аналитические методы большим успехом пользуются в психо- 

логии. Когда сталкиваешься с трудной проблемой: «Какой из клас- 

терных методов использовать?», важно помнить, что этот метод 

должен находиться в согласии с ожидаемым характером класси- 

фикации, применяемыми признаками и мерой сходства (если она 

требуется для оценки подобия объектов). 

Наиболее известными семействами кластерных методов, исполь- 

зуемыми в социальных науках, являются иерархические агломе- 

ративные, иерархические дивизимные и факторные. Поэтому каж- 

дый из этих трех методов будет рассмотрен более детально на 

примере двух наборов данных, описанных в разд. I. Другие, менее 

известные семейства будут обсуждены более кратко.
…

Методы сгущения уникальны в том смысле, что они позволя- 

ют создавать перекрывающиеся кластеры. В отличие от иерархи- 

ческих методов, это семейство кластерных методов не порождает 

иерархические классификации; объектам разрешается быть члена- 

ми нескольких кластеров. Многие ранние разработки методов сгу- 

щения относятся к лингвистическим исследованиям, поскольку 

именно там важно учитывать, что некоторые слова имеют различ- 

ные значения.
ОПРЕДЕЛЕНИЕ ЧИСЛА КЛАСТЕРОВ 

Поскольку кластерный анализ предназначен для создания од- 

нородных групп, естественно рассмотреть процедуры, позволяю- 

щие определить число полученных групп. Например, вложенная 

древовидная структура дендрограммы указывает на то, что в дан- 

ных может находиться много различных групп, и правомерен во- 

прос: где нужно «обрезать» дерево, чтобы получить оптимальное 

число групп? Точно так же и при работе с итеративными метода- 

ми пользователь должен указать число групп, присутствующих в 

данных, еще до создания этих групп. 

К сожалению, эта проблема до сих пор находится среди нере- 

шенных задач кластерного анализа из-за отсутствия подходящей 

нулевой гипотезы и сложной природы многомерных выборочных 

распределений.
СРАВНЕНИЕ МЕТОДОВ КЛАСТЕРИЗАЦИИ 

Как мы уже говорили, с помощью разных методов кластериза- 

ции можно получить различные результаты для одних и тех же 

данных. Теперь попробуем разобраться, почему так происходит. 

Мы постоянно отмечали, что некоторые методы имеют присущие 

только им особенности и свойства. Например, метод одиночной 

связи имеет тенденцию к образованию длинных цепочек кластеров, 

в то время как метод Уорда склонен к образованию плотных гипер- 

сферических кластеров. Понимание того, что различные методы 

кластеризации будут порождать заметно различающиеся результа- 

ты, имеет более чем просто академический интерес, поскольку эти 

методы применяются к исследованию реальных данных без осо- 

бых раздумий, рутинно. Лучше еще до исчерпывающего анализа 

данных знать сильные и слабые стороны различных методов, чем
внезапно обнаружить, что результаты анализа во многом обязаны 

свойствам самого метода, а не внутренней структуре данных.
Результаты проведенных исследований трудно свести воедино, 

потому что каждое из них придает особое значение своей комби- 

нации структур данных и проверяемых методов. Поэтому не уди- 

вительно, что были получены противоречивые результаты (Milli- 

gan, 1981). Однако, по-видимому, четыре фактора оказывают на 

работу методов кластеризации большое влияние: 

1) характеристики кластерной структуры; 

2) наличие выбросов и степень полноты классификации; 

3) степень перекрытия кластеров; 

4) выбор меры сходства. 

Наиболее важными характеристиками кластерной структуры, 

влияющими на работу методов кластеризации, являются форма 

кластеров, размеры кластеров (которые выражены в числе объ- 

ектов, приходящихся на кластер, и в различиях относительных 

размеров кластеров) и число кластеров. Мы уже показали на 

нескольких примерах, что определенные методы кластеризации 

склонны к обнаружению определенных видов кластеров. Расши- 

ряющие пространство методы, такие, как метод Уорда, полных 

связей, итеративные методы группировки, использующие крите- 

рий tr W, приводят к кластерам гиперсферической формы.
Не удивительно и то, что эти методы обычно не в состоянии вос-
становить структуру кластеров, имеющих растянутую или необыч- 

ную форму. Кроме того, расширяющие пространство методы име- 

ют тенденцию находить кластеры приблизительно равных разме- 

ров. Но в этом случае, как показывают исследования по методу 

Монте-Карло, кластеры, состоящие из относительно небольшого 

числа объектов, могут слиться с кластерами больших размеров.
Наличие выбросов и степень полноты классификации, требуе- 

мая при кластеризации, — важные факторы, влияющие на рабо- 

ту метода. Полная классификация является исчерпывающей: все 

рассматриваемые объекты должны быть размещены по группам. 

Основанное на методе Монте-Карло исследование влияния этого 

фактора показывает, что, если требуется полная классификация 

и данные имеют мало выбросов, то метод Уорда дает превосход- 

ное восстановление известной кластерной структуры.

Вообще может показаться, что на работе расширяющих 

пространство методов неблагоприятно сказывается присутствие 

большого числа выбросов, но это утверждение еще требует про- 

верки. Важно помнить, что выбросы — это не просто обособлен- 

ные объекты; на самом деле они могут быть представителями 

подгрупп, о которых в выборке содержится мало данных. Следо- 

вательно, очевидное решение проблемы выбросов (отбросить эти 

данные) должно быть хорошо продуманным. Независимо от их 

интерпретации выбросы необходимо тщательно исследовать еще 

до применения кластерного анализа. Для каждого выброса не- 

обходимо определить, почему он так отличен от других объектов. 

Проблема перекрытия кластеров аналогична проблемам сте- 

пени полноты классификации и наличия выбросов в выборке дан- 

ных. Перекрытие кластеров — это просто степень, с которой клас- 

теры занимают одно и то же пространство. Кластеры могут быть 

хорошо разделенными, но могут находиться и близко один к другому.

И наконец, на работу методов кластеризации влияет выбор 

меры сходства. К сожалению, были изучены только две меры: 

евклидово расстояние и коэффициент смешанного момента кор- 

реляции. Фактически во всех описанных выше исследованиях по 

методу Монте-Карло сравнивалась работа метода Уорда, исполь- 

зовавшего евклидово расстояние, и метода средней связи, при- 

менявшего коэффициент смешанного момента корреляции. Хотя, 

кажется, выбор меры все же приводит к некоторым различиям в 

результатах, его воздействие скрадывается воздействием харак- 

теристик кластерной структуры, требуемой степени полноты клас- 

сификации и перекрытия кластеров. Надо еще очень много пора- 

ботать с другими коэффициентами, прежде чем можно будет оце- 

нить влияние выбора меры сходства на работу методов класте- 

ризации.
IV. МЕТОДЫ ПРОВЕРКИ 

ОБОСНОВАННОСТИ РЕШЕНИЙ 

В этом разделе обсуждаются пять методов проверки достовер- 

ности (обоснованности) решений кластерного анализа: 1) кофе- 

нетическая корреляция; 2) тесты значимости для признаков, ис- 

пользуемых при создании кластеров; 3) повторная выборка; 

4) тесты значимости для независимых признаков и 5) методы 

Монте-Карло.

См. Мандель, стр. 26 – о вариантах нормировки:

Обычно под процедурой измерения какого-либо свойства  

подразумевается приписывание некоторых числовых значений отдельным 

уровням этого свойства в заданных единицах.

Например, если стоимость продукции  

измерить сначала в рублях, а потом в тысячах рублей, то изменится 

лишь число единиц измерения, но суть показателя останется  

прежней. Здесь, таким образом, допустимо произвольно делить или  

умножать значения признака на константу, т. е. задать масштаб. Но 

бессмысленно задавать масштаб для признака «температура по 

Цельсию». Мы не можем сказать, во сколько раз —5° меньше +10°. 

Следовательно, разные типы признаков имеют разное множество 

допустимых преобразований f(x) своих значений, которое и  

определяет тип шкалы. Для номинальной шкалы, например, f(x) означает, что 

разные классы мы можем называть как угодно, но не сравнивать их по величине 

признака.
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Основные типы шкал измерения признаков

«Нормировка представляет собой переход к некоторому 

единообразному описанию для всех признаков, к введению новой 

условной единицы измерения, допускающей формальные  

сопоставления объектов. Приведем наиболее распространенные способы  

нормирования показателей (переход от исходных значений х к  

нормированным z). 
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— соответственно среднее и среднее квадратическое  

отклонение х; x' — некоторое эталонное (нормативное) значение х; хmax и 

xmin — наибольшее и наименьшее значение х. 

Легко видеть, что z1 и z5 определены для шкал отношений и 

интервалов, остальные способы — только для шкал отношений 

(так как в интервальной шкале в знаменателе возможен нуль). 

Имеются и другие способы нормирования, но обычно они производны 

от перечисленных. 

Можно предложить следующий простой эвристический критерий 

проверки нормировки на адекватность: имеет ли хоть какой-то 

содержательный смысл сложение безразмерных показателей на  

одном объекте для его сопоставления с другими? Если да, то надо  

использовать такую нормировку, где это сложение наиболее  

оправдано. Так, при контроле качества продукции часто используют  

отклонения эталонов (z3), которые при небольших значениях имеет 

смысл складывать для нескольких параметров. Здесь измерение 

производится в нормативных значениях. В наиболее популярном 

случае стандартной нормировки z1 измерение производится в средне- 

квадратических отклонениях. Универсального объяснения этому нет. 

Часто такая нормировка (выравнивающая дисперсия всех  

признаков) как раз столь сильно искажает геометрию исходного  

пространства (см. ниже), что можно рекомендовать воздерживаться от ее 

повсеместного применения. 

Поскольку нормирующая величина выступает фактически  

единицей измерения, требуется определить: является ли изменение  

каждого параметра в этой новой шкале равносильным изменению любо-
го другого параметра? Разумно поступать следующим образом: 

если объекты А и В отличаются по zx на величину Ai, a no z — на 

А2, то следует установить, эквивалентны ли параметры z\ и z2 при 

Ai=A2. Например, сказать, что изменение роста на 10 %  

относительно среднего значения равнозначно изменению веса на те же 10% в 

смысле близости двух людей друг другу г2. Если утверждения 

такого типа невозможны, то проблема переносится в сферу  

экспертного оценивания, приписывания веса признакам и т. д. Трудности 

нормировки показаны на рис. 1.5, изображены точки до и после 

стандартной нормировки. Исходные данные четко разбиваются на 

2 класса. После стандартизации расстояние от точки 4 до точки 5 

стало меньше, чем до остальных точек своих классов (кроме 2 и 7); 

крайние точки классов C и 1, 6 и 8) отъединились от других 

точек своих классов на расстояния большие, чем межклассовые. 

На данных рис. 1.56 разные алгоритмы выделят в класс средние 

объекты, а крайние точки либо объединят в классы (пунктир),  

либо выделят как единичные наблюдения. Понятно, что при другом  

способе нормирования результаты будут иными.
Существует четыре стандартных критерия, которым должна удовлетворять мера сходства, чтобы  быть метрикой: 

1) Симметрия. Даны два объекта х и у; расстояние между ними удовлетворяет условию 

d(x,y)=d(y,x)>0. 

2) Неравенство треугольника. Даны три объекта х, у, г; расстояния между ними удовлетворяют условию 

d(x,y)<=d(x,z)+d(y,z). 

Очевидно, это просто утверждение, что длина любой стороны треугольника меньше или равна сумме двух других сторон. Полученное выражение также называется метрическим неравенством. 

3) Различимость нетождественных объектов. Даны два объекта х и у: 

если  d(х,у)!=О, то х!=у. 

4) Неразличимость идентичных объектов. Для двух идентичных объектов х и х/ 

d(x,x')=0, 

т. е. расстояние между этими объектами равно нулю.

    Однако ряд из применяемых в кластерном анализе количественных мер сходства/различия не являются метриками в строгом математическом определении этого термина. Их использование неоднократно критиковалось, однако практическая полезность всё же наличествует.

     Мандель, стр.30-31 – различные метрики:
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Рассмотрим вкратце метрики для качественных шкал. Выбор 

конкретного измерителя должен осуществляться прежде всего из 

содержательных соображений: если предполагается равная  

значимость совпадения единичных и нулевых свойств, то следует  

применять расстояние Хемминга; если важно только наличие свойства, 

а не его отсутствие — использовать коэффициенты Рао или  

Роджерса — Танимото. Расстояние Хемминга используется для сравнения 

объектов в смешанных шкалах наименований и порядка [62]; для 

порядковых шкал можно, по-видимому, использовать качественный 

вариант метрики Хемминга и количественный типа линейного  

расстояния. 
Особый интерес представляют специфические измерители для 

произвольных шкал. Наиболее прозрачен смысл меры близости  

Журавлева; если считать объекты близкими по данному признаку, то  

следует использовать ненулевое значение порога близости и  

дальнейшую процедуру осуществлять формально. Явное преимущество е/ 

заключается в возможности твердого содержательного обоснования 

уровня порога, так как он выведен за пределы многомерных  

условностей. При таком подходе неизбежна определенная потеря  

информации; фактически осуществляется переход от количественных шкал 

к качественным «близко-далеко». Но в целом представляется, что 

подобные коэффициенты должны использоваться во всех случаях, 

где развитые содержательные представления позволяют  

сформировать ясную характеристику близости объектов. Мера близости  

Воронина позволяет повысить содержательную обоснованность расчетов 

(вводятся веса признаков и др.)- Представляет интерес, например, 

учет неравнозначности областей признакового пространства:  

возрасты людей в 60 и 65 лет естественнее считать куда более близкими, чем 

в 10 и 15, хотя все метрики покажут здесь одинаковые расстояния. 

В связи с этим целесообразно где-либо использовать  

логарифмическое преобразование шкалы и т. д. Мера близости Миркина  

отличается от других коэффициентов тем, что получена не просто как 

содержательная экспликация понятия близости, а как результат 

определенных теоретических предпосылок процесса классификации 

в целом (см. 2.3.4). 

Все рассмотренные характеристики близости объектов  

являются первичными, исчисляемыми непосредственно по значениям  

исходных признаков. Существует другой класс мер близости, определяемых 

на основе рассчитанных показателей расстояния.
В заключение отметим, что матрица расстояний или близостей 

нередко задается непосредственно: либо как таблица экспертных 

оценок близости, либо как матрица прямых измерений сходства: 

межотраслевого баланса, степеней соседства географических  

регионов, взаимной цитируемости авторов и т. д. В таких случаях 

все поставленные выше проблемы адекватности расстояний и выбора 

мер сходства снимаются. Конкретные рекомендации по выбору  

метрики приведены в 4.2.

В настоящее время существует огромное количество алгоритмов 

кластер-анализа. Они отражают разнообразие не только  

вычислительных приемов, но и концепций, стоящих за ними. Попробуем  

разобраться в этих концепциях и на их основе проклассифицировать 

алгоритмы. 

Вся трудность заключается в том, что точной постановки 

задачи кластерного анализа нет. Рассмотрим рис. 2.1. 
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Из него видны 

большие сложности создания единой теории, позволяющей 

четко разделять приведенные сочетания классов. Эта теория должна 

учитывать разнообразные обстоятельства: расстояния между 

некоторыми точками класса С больше, чем межклассовые  

расстояния ряда точек в классах В и С; средние значения признаков 

в классах Е и F, К и Н одинаковы; классы Р и Q соединены цепочкой, 

которую надо выделить, и т. д. Прежде чем строить теорию,  

учитывающую подобные конфигурации точек, надо ясно сознавать 

природу предъявленных к разбиениям требований. Почему на рис. 2.1 

границы классов проведены именно таким образом? Очевидно,

в соответствии с интуитивным представлением о том, что кластер — 

cкопление точек — представляет собой некоторую целостность  

(образ), чем-то отличающийся от другого скопления точек, причем, 

вообще говоря, геометрически разные кластеры могут даже касаться 

друг друга (В и С, L и М) или пересекаться (К и H). Различать 

кластеры, подобные изображенным на рис. 2.1, единым формальным 

способом чрезвычайно трудно — это и означало бы машинную  

реализацию чисто человеческого процесса распознавания образов.

Наиболее естественный путь нахождения образов заключается в 

том, что дается точное определение образа и отыскивается  

скопление точек, обладающее соответствующими свойствами. Например, 

образ (кластер) можно определить как такое скопление точек, 

в котором среднее межточечное расстояние меньше среднего  

расстояния от данных точек до остальных (см. 2.2.2). Поэтому будем 

считать, что основой первого направления решения задачи  

структурной классификации является формулировка понятия кластера и 

разбиение совокупности на части, каждая из которых представляет 

собой кластер в данном смысле. Такой подход часто называется  

эвристическим [5, 30 и др.]. Однако многие свойства этих процедур 

изучены достаточно хорошо, а некоторые из алгоритмов, как  

оказалось, находят локальный экстремум определенному функционалу. 

Поэтому назовем группу алгоритмов, ориентированных на выделение 

кластеров с заранее заданными свойствами, процедурами прямой 

классификации (см. 2.2). 

Основной чертой таких процедур является использование ими 

только одного понятия кластера. Скажем, в группе методов /г-сред- 

них объекты попадают в тот класс, расстояния до центра  

которого минимальны, т. е. реализуется одно из определений  

кластера (см. 2.2.2). Это означает, что все классы разбиения будут 

удовлетворять именно этому определению. Если предположить, что 

некоторые исходные данные в самом деле имеют такой причудливый 

вид, как на рис. 2.1, то алгоритмы этого типа не смогут их  

разделить. Поэтому крайне интересно создать процедуры  

комбинированной прямой классификации, которые бы выделяли классы в  

смысле нескольких определений, т. е. подыскивали бы для каждого  

скопления свойственное ему определение кластера. 

Требования к хорошей классификации предъявляют не только 

в терминах определений отдельных кластеров. Часто общие  

представления о качестве классификации формулируются в виде  

некоторого функционала, экстремальное значение которого  

соответствует наилучшей классификации.
[image: image7.jpg]CYmIeCTBYIOT pa3THIHEIE (OPMATBHBIE MOIXOTBL, OGTIErYAKIINE MPOUSTYPHI OMpeTeNeHHs
MPEIMOYTHTETEHOTO THCTA KIACTEPOB. STH MOIXOTE! HABIBAIOTCA MDABHIAMH OCTAHOBKH.
Mummrag 1 Kynep (1985) HecTeTloBatn Gorlee TPHINATH H3 HAX. PACCMOTPHM Te. KOTOpHIe GELTH
ONpeIeTe B! KAK TyIIIHe 1 MPOTeMOHCTPHPYEM HX Ha TIHMepe.

1) Duda i Hart (1973) IpeXTOKHTH KPHTEPHI, OCHOBARHEL HA CTEyIOIIEM OTHOMISHHH:

F- ”[%1]» )

raew2] — cyMMa KBapATOB BHYTDHKIACTEpHBIX DACCTOAHHH B CIydae. KOTZA IAHHBIE
PaCIIpelenets Mo BYM KIACTEpaM;
wl1] - cyMMa KBATPATOB BHYTPHKIACTEPHBIX PACCTOAHHI B CTyTa¢ OXHOTO KIACTEPA.
THIOTe3a O CYIECTBOBAHHH eIHHOTO KTacTepa OTHOPOIHBIX JAHHBIX OTBEPraeTCf. eCTH
3HAYeHHe KPHTepHS F| MeHBIe, 9YeM KPHTHUECKOE 3HAYSHHE, KOTOPOE PACCIHTHIBASTICA IO

crenyromeit gopuye
1—2/(np)fzﬂﬂ,,\§1(l—8/<”z,)) fnp). ®

TIe N — THCIIO OGBEKTOB I KIACCHHKAIHH:




[image: image8.jpg]P — HHCIO MPH3HAKOB:
2,_, — KBAHTHIS CTAHIAPTHOTO HOPMATBHOTO PACHpeenenns yposus (1-&).
DTOT TeCT MpENHAIHATEH I OTBETA HA BONPOC. &CTh H BOOGINE CTPYKTYpa B JAHHBIX HIH

OHH OTHOPOIHEL
2) Beale (1969) NEXTOAKIT HCMOTE30BATE 1% PEMIEHNA STOH e 3A1aTH IPYTYIO CTATHCTHKY

V[ll,{z‘i){Z]) [n 2 2%71)’ 2

rae w[2] wlt] n. p — ompenenens: Tarxe xax n kpuTepns (1).

Jlammbit KpHTepHit mMeeT F pachpelereRue ¢ (p.p(n—2)) MapaMeTpami. OCHOBHAL
THIOTe3a COCTOHT B MOCTYTHPOBAHHH OIHOTO KTACTEpA. H OHA OTBEPraeIcs, eCTH 3HAYCHHE
KPHTePHT GOTBIIe KPHTHIECKOTO YPOBHS CTATHCTHKH.

XOTA 06a 3TH KPHTEPHA PEIIAKT THIEMMY MeATy 1 H 2 KTacTepaMH, OHH He 00S3aTeTbHO
MPHMEHAIOTCA TOTEKO 114 OMpEISTeHH HeOOXOTHMOCTH MOCTEIHEro MAra HepapxHveckolt
TTOMepATHBHOM MPOLETYPs! (00BETMHEHNA BCeX B OMH KiacTep). JIAHHBIE KDHTEPHH MOTYT
MPHMEHATECA H HA MPEIBLIYMHEX IAraX ATTOMEPATHBHON MPONEIYPHl 114 O0GOCHOBAHHA
6B IHHEHHA 2-X KIACTEPOB B OHH (OTHOCHTETHHO MOIMHOKECTBA HOXOIHBIX JAHHEIX).





[image: image9.jpg]3) Calinski i Harabasz (1974) npetoxmn cnexyromnii KpHTEPHit

race(B) /(k-1) | @
trace(W)/(n—F)
rae B,W — MaTpuua MeKKIACTEPHBIX H BHYTPHKIACTEPHBIX CYMM KBAIPATOB PACCTOHI:

k — w0 KuacTepos.
MaKcHMATBHOE SHAYCHIE KPHTCPHA YKA3BIBACT Ha HANOOICE BEPOATHOE THCIO KIACTEPOB.
TIpi NPOBEICHIN HePAPXITIECKOTO KIACTEPROrO AHATI3A Ha KaKIOM IIATe OPESTACTE SHATCHIS

xputepna (111 k=Ln) u maxomuTes wmclo xactepos k. mpm xoTopon F; omTIMATSHO
(vaxcmyatsHO).

Tlammstii KpHTepHii UACTO HASHBAIOT TTOGATBHBIM Mpasmwion ocTamosxn (Iopom(2001)).
Tpeasiaymee asa xputepin (1). (3) HasPIBAIOT TOKATHHBIMI NPABILIAMI, Tak KAK OHI ONCHHBAIOT
KOppeKTHOCTS ocTasoBxH mpm k =1.

1 Te. H IpyTHC MPONCITYPBI HMCIOT OFPARITMCHIA 1 HeocTaTk. HelocTaToK F0GATSHBIX pasit
OCTAHOBKI B TOM, ¥TO OHH He OTpEICTCHBI IPH K = 1. To €CTh He HCCICTYeTCA ONTIMATBHOCTS IPH
OTCyTCTBHE pas5HEHNA, @ IHATHT. He PeIIACTeA BOTPOC — a I0-TKHbI TH BOOGIIE PA3CHBATECA AAHKBIE?

JIoxATsHbIC IPABILTA OCTAHOBK TIOMIMO OTPAHMYICHHOCTH CPABHCHII IMCHOT CIIe HETOCTATOK
— HeOGXOTHMOCTS 337AHIA YPOBHA SHAWHMOCTH, @ 3HQWHT. HOCTYTHPYIOT BOSMOKHOCTS HATINHA
OIUEGKH H 3ABHCHMOCTS PE3YTSTATa OT HCH3BECTHBIX CBOfICTS HAG0Pa QHHBIX.

Taxke MOKHO OTMCTHTD OFpAHHYCHHOCTS NPHBEICHHBIX BSIINC KPHTCPHCE B IPHMCHOHIH
TOTBKO K HEPAPXATECKIM TPOTETYPaM.





2. Степень участия человека в процедуре выделения кластеров 

2.1. Человек не принимает участия в работе алгоритма,  

классификация производится машинным способом. Таковы многие  

процедуры в 2.2 и все — в 2.3. Конечно, отсутствие человека понимается в 

узком смысле: исследователь формирует исходные данные, выбирает 

расстояние, задает параметры классификации, но сам в процесс 

работы алгоритма не вмешивается, разбиение получает как готовый 

результат. 

2.2. Человек участвует в процессе получения разбиения. ЭВМ 

(алгоритм) выдает не собственно классификацию, а информацию, 

на основании которой человек принимает решения о разбиении.  

Такими процедурами фактически являются все методы визуализации 

данных (см. 3.1), упорядочения матриц связи и др. Они обычно 

дают максимально полезные содержательные результаты, несмотря 

на свою «нестрогость» и «человеческий произвол».
3. Характер априорных сведений (задаваемых параметров) 

для работы алгоритма 

3.1. Априорные сведения отсутствуют (свободная  

классификация). Считается, что отсутствие задаваемых параметров необходимо 

для выделения естественной, а не навязанной структуры исходных 

данных. На самом деле лишь немногие алгоритмы не опираются ни на 

какие параметры (и они имеют человеко-машинный характер). 

3.2. Задано число классов. Популярный способ — «ограничения» 

свободной классификации. Если такой алгоритм проработает в целом 

спектре численностей классов, «естественный» результат может 

быть выделен после дополнительной обработки. 

3.3. Заданы пороговые значения величины близости объектов 

(классов). Способов задания порогов очень много (см. 2.2; 2.3). 

Объединим их, чтобы противопоставить предыдущему параметру — 

числу классов. На самом деле существует связь между этими  

параметрами для каждого алгоритма, но в явном виде она не изучена. 

3.4. Заданы комбинированные сведения (число классов и пороги 

разных типов). Процедуры носят наиболее «ограниченный» характер, 

но умелое использование многих параметров может сделать алгоритм 

довольно реалистичным и гибким (42, 43 в 2.2 и др.).
3. КЛАСТЕР-АНАЛИЗ 

И СМЕЖНЫЕ ВОПРОСЫ 
3.1. УПРОЩЕНИЕ ОПИСАНИЯ: 

КЛАССИФИКАЦИЯ В СОКРАЩЕННЫХ ПРОСТРАНСТВАХ, 

ВИЗУАЛИЗАЦИЯ ДАННЫХ 

Вся сложность и одновременно привлекательность современных 

методов обработки статистических данных заключается в их  

ориентации на многомерные явления. Здесь возникает диалектическое  

противоречие между стремлением комплексно, многомерно описать  

процесс и необходимостью делать это сжато, ясно, маломерно. С одной 

стороны, системный подход требует все большего охвата количества 

сторон и связей явления, а с другой — выделения связей только 

базисных, узловых. Да и человеческого сознания не хватает для 

постижения действительных связей уже 5—7 параметров, а в  

некоторых задачах их сотни. 

Применительно к задаче классификации вопрос стоит так: можно 

ли (и как) проводить классификацию в пространстве меньшей 

размерности, чем исходное, не теряя при этом определенных свойств 

исходного пространства? Для ответа надо сделать некоторые  

уточнения. 

Сокращение пространства выгодно по нескольким причинам: в 

процессе сокращения пространства выбираются наиболее важные 

информативные характеристики, что существенно само по себе; 

результаты классификации в сокращенном пространстве устойчивее 

и надежнее, чем в исходном многомерном; малое количество  

параметров легче поддается содержательному восприятию и дальнейшему  

анализу, чем большое; в случае сокращения пространства до  

размерностей 1—3 данные становятся визуально наблюдаемыми, а наглядность 

полезна во всех отношениях; сокращение числа признаков приводит 

к упрощению вычислительных процедур классификации. 

Требуется понять, что именно перенести из исходного  

пространства не искаженным (или мало искаженным) в сокращенное.  

Обычно желательно сохранить геометрическую структуру множества  

объектов (разные критерии такого типа будут рассмотрены ниже). Но 

можно задать вопрос: зачем ее сохранять? Ведь если считать, 

что среди «исходных» признаков есть лишние, «шум», то они только 

искажают «реальную» структуру. Зачем тогда, сокращая  

пространство, ориентироваться на все исходные признаки, включая  

мешающие? Однозначно ответить, видимо, невозможно, и остается либо 

принять за основу для сравнения исходные свойства совокупности, 

либо выбрать некоторый внешний критерий сокращения размерности 

и вообще обработки данных (см. 3.2). Перечислим основные типы 

внутренних критериев решения данной задачи, ориентированных на 

структуру исходных данных.
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Способы сокращения размерности исходного пространства 
и визуализации многомерных данных
Рассмотрим два способа сокращения размерности и визуализации 

данных (рис. 3.1). 

1. Переход из исходного описания в новое пространство, оси 

которого составляют некоторые комбинации исходных признаков, 

часто используется в анализе данных. Обычно применяют  

компонентный анализ и проецируют точки в пространство двух первых  

компонент. Этот прием аргументирован следующими экстремальными 

свойствами главных компонент [5 и др.]: 

сумма квадратов евклидовых расстояний от исходных точек до 

пространства, натянутого на т первых главных компонент,  

наименьшая относительно любых других подпространств той же размерности, 

полученных с помощью линейных преобразований исходных  

признаков; 

среди всех подпространств размерности т'<im в пространстве 

компонент меньше других искажается сумма квадратов евклидовых 

расстояний между объектами; 

наилучшим образом сохраняется сумма расстояний до центра 

тяжести точек и сумма углов между объектами с вершинами 

в центре тяжести.
2. Шкалирование — поиск подпространства, в котором разница 

между расстояниями в нем и в исходном пространстве была бы 

минимальной. Соответственно формируются и критерии  

приближения: в их основе лежит величина \Dm — Dm\ где Dm, Dm — 

матрицы расстояний в двух пространствах, близость между которыми 

минимизируется. Если стремятся точно (численно) приблизить одну 

матрицу к другой — шкалирование называют метрическим; если  

стараются сохранить только порядок расстояний в двух  

пространствах — неметрическим. Второй вариант предъявляет менее сильные 

требования к качеству приближения, а если учесть условность  

расстояний (см. 1.3), то и более оправдан. На практике, действительно, 

более популярно неметрическое шкалирование.
Субъективизм классификации кончается там, где признаковое  

пространство выбрано и метрика введена. После этого можно говорить о 

поиске естественного разбиения с точностью до ошибок метода.  

Наличие субъективизма только в процессе выбора исходных признаков 

является принципиальным. 
Рассмотрим это обстоятельство на  примере, который призван демонстрировать обратное. Речь идет об известном рисунке М. М. Бонгарда:
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Требуется разбить эти фигуры на некоторые группы. Считается, 

что эта задача полностью находится в руках исследователя: по 

принципу «малые — большие»  выделяются классы 1, 2, 3 и 4, 5, 6, по 

другому признаку — другие  классы и т. д. 
Н. Г. Загоруйко по этому поводу пишет: «Нетрудно  заметить, что все эти варианты таксономии существуют объективно, но выбор того или иного варианта тивной и определяется исследователем в зависимости от цели 

работы, т. е. от «суперзадачи» [37, с. 110]. По нашему мнению, 

приведенный пример следует интерпретировать несколько иным  

образом. 
Вся субъективность классификации фигур обусловлена  

исключительно субъективностью выбора признакового пространства. В  

каждом же пространстве группировка происходит практически  

однозначно и носит не только объективный, но и естественный характер. 

Если описать фигуры градациями всех измеряемых на них  

признаков, то получится следующий набор свойств: число углов C, 4, «Л; 

размер фигур (малые, большие); штриховка (штрихованные, неигг- 

рихованные). Поскольку первый признак имеет три градации,  

представим его в виде сочетания трех дихотомических признаков; тогда 

каждый объект полностью описывается пятью бинарными  

признаками. В этом пятимерном пространстве введем простейшую метрику 

типа Хемминга — количество попарных несовпадений в булевских 

векторах. Ниже изображена упорядоченная матрица расстояний. 

Как видно, в этом пространстве естественно и объективно  

выделяются группы похожих объектов: 2—6, 1—4, 3—5, причем объекты 

2, 6 наиболее близки. Естественно, что если сократить пространство, 

то и результаты будут иными. Весь интерес этого примера в том 

и заключается, что фактически выбор постоянно происходит 

в разных пространствах признаков, но это удачно маскируется 

якобы произвольностью используемых отношений деления. 

Таким образом, можно сказать, что понятие «естественность-2» 

классификации определено с точностью до выбора пространства 

признаков и метрики при условии, что сам процесс классификации в 

этом пространстве осуществляется исходя из общих принципов  

структурного подхода, в частности кластерного анализа.

является процедурой чисто субъективной.
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